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ABSTRACT

The popularity of artificial intelligence is increasing day by day and it will have a much more important place in clinical applications, 
diagnosis, treatment planning, and prognosis determination in the near future. It is thought that the next important technological 
revolution in neurosurgery will be the use of artificial intelligence and machine learning in diagnosis, treatment planning, prognosis, 
follow-up, and intraoperative monitoring. Automation systems can reduce possible medical errors and reduce costs when properly 
designed and produced with correct data. Although it is thought that automation will take its place primarily in non-invasive medical 
issues and through medical data first, it could play a role in operating room practice with the development of image processing 
and robots. The purpose of this review is to compile the potential risks and benefits of the use of artificial intelligence and machine 
learning in neurosurgery, to review the articles on imaging applications, and to present a summary of current practices.
KEYWORDS: Artificial intelligence, Machine learning, Big data, Deep learning

ÖZ

Yapay zekâ popülaritesi gün geçtikçe artmakta ve yakın gelecekte klinik uygulamaları, tanı, tedavi takibi ve prognozun belirlenmesinde 
çok daha önemli bir yere sahip olacaktır. Nöroşirürjide bir sonraki önemli teknolojik devrimin de yapay zekâ ve makine öğrenmesinin 
tanı, tedavi planlaması, prognoz takibi ve intraoperatif kullanımı olacağı düşünülmektedir. Otomasyon sistemleri düzgün kurgulandığı 
ve doğru verilerle yapıldığı zaman muhtemel medikal hataları azaltıp maliyetleri düşürebilir. Otomasyonun öncelikle tıbbi veriler 
üzerinden girişimsel olmayan tıbbi konularda yer edineceği düşünülse de görüntü işleme ve robotların gelişmesiyle ameliyathane 
pratiğinde yer edinmesi de mümkün görünmektedir. Bu derlemenin amacı yapay zekâ ve makine öğrenmesinin nöroşirürjide 
kullanımının potansiyel risk ve faydaları, görüntüleme uygulamalarına yönelik yapılan çalışmalarla ilgili literatürde yazılmış makaleleri 
derlemek ve güncel uygulamaların bir özetini sunmaktır. 
ANAHTAR SÖZCÜKLER: Yapay zekâ, Makine öğrenmesi, Büyük veri, Derin öğrenme

█   GIRIŞ

Yapay Zekâ ve Makine Öğrenmesi’nin popülaritesi gün 
geçtikçe artmaktadır ve yakın gelecekte klinik uygula-
maları, tanı, tedavi takibi ve prognozun belirlenmesinde 

çok daha önemli bir yere sahip olacaktır (67,83). Bilgisayarlı 
Tomografi (BT), Manyetik Rezonans (MR), Nöromonitör, 
Mikroskop, Nöronavigasyon sistemleri artık günümüzde 
nöroşirürjide çok önemli bir yere sahiptir. Nöroşirürjide bir 
sonraki önemli teknolojik devrimin de yapay zekâ ve makine 
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öğrenmesinin tanı, tedavi planlaması, prognoz takibi ve intra-
operatif kullanımı olacağı düşünülmektedir (6,63). Otomasyon 
sistemleri düzgün kurgulandığı ve doğru verilerle yapıldığı 
zaman muhtemel medikal hataları azaltıp maliyetleri düşüre-
cektir (63,79). Otomasyonun öncelikle tıbbi veriler üzerinden 
girişimsel olmayan tıbbi konularda yer edineceği düşünülse de 
görüntü işleme ve robotların gelişmesiyle ameliyathane prati-
ğinde yer edinmesi de mümkün görünmektedir (79,87,92). Bu 
derlemenin amacı yapay zekâ ve makine öğrenmesinin nöro-
şirürjide kullanımının potansiyel risk ve faydaları, görüntüleme 
uygulamalarına yönelik yapılan çalışmalarla ilgili literatürde 
yazılmış makaleleri derlemek ve güncel uygulamaların bir öze-
tini sunmaktır. 

Big Data-Büyük Veri Nedir? 

Bilgisayarın icadından bu yana çok büyük miktarda dijital veri 
üretilmiştir. Mobil cihazlar, dijital sensörler, iletişim, bilgi işlem 
ve depolama alanındaki gelişmeler büyük miktarda verinin 
depolanmasını mümkün kılmıştır (8). Industrial Development 
Corporation’a (IDC; 2011) göre dünyadaki toplam veri miktarı 
beş yıl içinde dokuz kat artmıştır (25). Bu rakamın iki yılda bir 
ikiye katlanması beklenmektedir (13). Büyük veri terimi, Yahoo, 
Google ve Facebook gibi büyük şirketlerin büyük miktarda 
veriyi analiz etme ihtiyacından kaynaklanan yeni bir terimdir 
(26).

Büyük veri yalnızca büyük ve homojen bir veri koleksiyonundan 
ziyade veri analizi metodolojisine uygulanan geniş bir terimdir 
(91). Günümüzde radyolojik görüntüleri, laboratuvar sonuçları 
ve hastaların kişisel medikal öyküleri çok büyük miktarda 
veri olarak üretilip depolanmaktadır. Günümüze kadar bunlar 
sağlık profesyonelleri tarafından değerlendirilmekteydi. Bu 
verilerin insanlar tarafından değerlendirilmesi günümüzdeki 
veri büyüklüğünden dolayı hem gittikçe zorlaşmakta hem de 

subjektif yaklaşımlar güvenilirliği azaltmaktadır. Yapay zekâ 
otomasyonları bu büyüklükte verinin işlenmesi konusunda 
bize yardımcı olabilir. Ayrıca insanlar tarafından tümör, nekroz 
veya hematom gibi lezyonlar tanımlanabilse bile bu lezyonların 
her kesitte nicelik olarak tanımlanması pek mümkün 
görünmemektedir. Ancak otomatize uygulamalar tek tek her 
kesiti inceleyip niceliksel özelliklerini bize sunabilir (2,46). 
Bilgisayar destekli uygulamalar görüntüleri analiz edip yüksek 
doğrulukta tanısal ve prognostik veriler sağlayabilir (64). 
Görüntü işleme uygulamalarıyla ileride patolojik tanıya gerek 
kalmadan gliom tanısı konulabileceği gösterilmiştir (11,92).

Artificial Intelligence (AI) - Yapay Zekâ Nedir?

Dijital bir bilgisayarın veya bilgisayar kontrollü bir robotun, 
genellikle akıllı varlıklarla ilişkili görevleri yerine getirme yete-
neğine “Yapay Zekâ” denir. Yapay zekâ ve güçlü işlemciler 
yardımıyla yapılabilecek analizler sayesinde tanı, tedavi plan-
lanması ve prognozun takibinde insan beyninin limitlerini aşa-
bilir. Hatta görüntü işleme algoritmalarının gelişmesi ve robotik 
cerrahinin kombine edilerek geliştirilmesiyle ilerde ameliyat-
hanelerde otokontrollü robotların daha düşük hata paylarıyla 
operasyon dahi yapabilmeleri mümkün görünmektedir (62,63, 
79,90). Yapay zekâ ile oluşturulmuş otomasyon sistemlerinde 
etik sorunlar ve muhtemel hataların ne gibi sonuçlara sebebi-
yet vereceği henüz açıklığa kavuşmamıştır. Yapay zekâyla ilgili 
sık kullanılan terimler ve anlamları Tablo I’de verilmiştir.

Machine Learning (ML) - Makine Öğrenmesi Nedir?

İlk bilgisayarlar belirli matematiksel işlemleri hesaplayan ve 
belirli komutlarda öngörülebilir işlemler yapan makinelerdi. 
İnsanın sahip olduğu muhakeme, analiz yetisi yoktu. Bu konuda 
Alan M. Turing 1950 yılında yazdığı “Computing Machinery 
and Intelligence?” adlı makalesinde yapay zekâ adına ilk adımı 
atmıştır (84). Machine Learning terimi ilk olarak 1959’da Arthur 

Tablo I: Yapay Zekâ ve İlgili Tanımlamalar

Algorithm - Algoritma Problem çözümünde kullanılacak kurallar kümesi (96).

Artificial Intelligence, AI – 
Yapay zekâ İnsan zekâsı gerektiren görevleri yerine getirebilen yapay algoritmalar (94).

Machine Learning, ML –
Makine öğrenmesi

Önceden belirlenmiş bir veri kümesiyle eğitilmiş ve insan müdahalesine gerek duymayan, 
verileri okuyarak algoritma tanımlaması gerekmeksizin deneyim üzerinden algoritma 
geliştiren bir yapay zekâ alt kümesidir. Yapılandırılmış veri gerektirir. Yanlış sonuç vermesi 
durumunda algoritmalara müdahale edilerek yeniden eğitilmesi gerekir (93).

Deep Learning, DL – 
Derin öğrenme

Bir görevi tekrarlamak ve aşamalı olarak öğrenmek için yapay sinir ağlarını ve çoklu 
algoritma katmanlarını kullanan bir makine öğrenmesi alt kümesidir. Yapılandırılmış veriye 
gerek duymaz. Veri yetersizse hatalı sonuçlar çıkarabilir.

Data Mining, DM – 
Veri madenciliği

Veri kümelerinin özelliklerine odaklanmış bir bilgisayar bilimi alanıdır. Diğer veri işleme 
biçimleri için bir ön koşuldur. Verilerden algoritma üretir.

Artificial Neural Networks, ANN – 
Yapay Sinir ağı, YSA

Yapay sinir ağı olarak da bilinir ve insan beyninin çalışma şeklini taklit ederek bir veri 
kümesindeki temel ilişkileri tanımayı amaçlar. Algoritmalar değişen girdilere uygun şekilde 
uyarlanır. ML nin bir sonraki evrimsel aşaması olarak tanımlanır.

Expert Systems – 
Uzman sistemler

İnsanların yargılarının taklit edildiği tıbbi teşhis gibi alanlarda tavsiyede bulunmak ve karar 
almak için yapay zekâ teknikleri kullanan yazılımları ifade etmek için kullanılır (95).
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Samuel tarafından “bilgisayarlara programlanmadan öğrenme 
becerisi” sunan algoritmaları tanımlamak için kullanıldı ve 
bilgisayarlar dama oynamayı öğrendi. Bunun akabinde yapay 
zekâyla ilgili çalışmalar hız kazanmıştır. ML, dijital asistanlar 
(siri, bixby, alexa, google asistan), spam filtreleri, görüntü 
işleme, otopilot uygulamaları olmak üzere birçok teknolojinin 
temelidir (34). Yapay zekânın tarihsel gelişimi Tablo II’de 
özetlenmiştir. 

ML kendi kendine daha önceden belirlenmiş verileri referans 
alarak öğrenen ve kendini geliştiren ve sonrasında karşılaşı-
lan gerçek durumları bu referanslara göre değerlendiren algo-
ritmalar yaratan Yapay Zekâ’nın bir alt dalıdır. Yapay zekânın 
eğitimi için kullanılan veri ne kadar büyük ve özenli girilmiş 
verilerden oluşturulursa çıkaracağı sonuç da o denli kararlı ve 
güvenilir olacaktır. Bu verilerle eğitilmiş bir algoritma yeni kar-
şılaşılan bir vaka konusunda öngörüde bulunabilir ve tanı koy-
mamızda yardımcı olabilir (73). 1960’ların sonunda araştırma-
cılar yapay zekâyı doğa bilimlerine uygulamaya başladılar (95).

Bilgisayarlara erişimin artmasıyla birlikte, 1980’lerde akıllı 
bilgi işlem sistemlerine olan kamu ve kurumsal ilgi arttı. 
Yapay zekânın toplumda devrim yaratması bekleniyordu 
ve sağlık hizmetleri bu beklentilerin temel odak noktasıydı 
(48,49,58,59,65,95,96). Ancak o dönemlerde bilgisayarların 
depolama ve işlem gücü bunun için yetersizdi ve yapay zekâ-
nın sağlık sisteminde devrim yaratacağı fikri rafa kaldırılmıştı 

(66). 1990 yılında insan genom projesinin başlatılmasıyla yapay 
zekâya ilgi yeniden arttı. Bu büyüklükte bir verinin işlenmesi 
için yapay zekâ ile çalışan uygulamalar gerekiyordu ve bu veri 
bilimine olan ilgiyi yeniden canlandırdı ve yapay zekâ üzerine 
çalışmaları yoğunlaştırdı (30,32,53,76). Makine öğrenmesinin 
birçok alt öğrenme stratejisi olmasına rağmen bunların arasın-
da Deep Learning (DL) potansiyel açısından klinik kullanımda 
ön plana çıkmaktadır. Diğer ML tekniklerinde kullanıcının 
veriyi sınıflaması beklenirken DL otodidaktiktir yani böyle bir 
sınıflamaya gerek kalmaksızın yapay zekâ ham veri üzerinden 
kendini eğitebilir (93). Sadece işlenmemiş data ve sonuçların 
kategorize edilmesi gerekmektedir (27). Örüntü tanıma, veri-
lerdeki desenleri ve düzenlilikleri otomatik olarak tanımak için 
ML algoritmalarını kullanan bir veri analiz yöntemidir. Bu veriler 
metin, görüntü veya sesten herhangi biri olabilir. Pattern ingi-
lizcede a repeated decorative design (tekrar eden dekoratif 
tasarım), Pattern Recognition ise Türkçeye “örüntü tanıma” 
olarak çevirilmiştir. Pattern Recognition bir beyin veya bilgi-
sayarın veriler, görüntüler veya diğer duyusal uyaranlardaki 
örüntüleri algılaması olarak tanımlanır (35). 

Nöroşirürjide Yapay Zekâ ve Görüntüleme Uygulamaları

Otomatik tümör segmentasyonu, epileptojenik bölgenin 
belirlenmesi, vazospazm riski olan SAK, iskemik inmede 
tedavi etkisi ve hasarlı doku tahmini ve epileptik cerrahi için 
uygun adayların belirlenmesi gibi konularda yapay zekâ uygu-

Tablo II: Yapay Zekâ Tarihindeki Kilometre Taşları

1950 Alan M. Turing “Computing Machinery and Intelligence” makalesini yazdı

1955 Logic Theorist - RAND Corporation tarafından piyasaya sürülen ilk AI yazılımı 

1960s Araştırmacılar yapay zekâyı doğa ve fizik bilimlerine uygulamaya başladılar.

1970 İlk kez bilgisayar destekli otomatize EKG okuması yapılmıştır. 

1978 CASNET bilgisayar destekli glokom tanısı koyan sistemi tanıtmıştır. 

1988 Bilgisayar destekli subkortikal lezyon eksizyonu. 

1988 Otomatize periferik akciğer lezyonlarının saptanması 

1990 İnsan genom projesinin başlaması

1997 Deep Blue ilk kez Dünya satranç şampiyonu Garry Kasparov’u yendi 

1997 Dragon software - ilk konuşma tanıma tanıtıldı

1998 Image checker - Mamografi için bilgisayar destekli tanı sistemi

2004 Retinal hastalıklarda bilgisayar destekli erken tanı

2007 IBM Watson - konuşabilen ve soruya cevap verebilen AI uygulamasını geliştirdi

2011 Dijital asistanlar bireysel kullanıma açıldı. (Siri, alexa, google asistan, bixby etc.)

2012 Beyin görüntülemelerinin segmenteasyonu 

2012 Bilgisayar destekli beyin tümörü gradelemesi 

2017 Chatbots introduced for patient intake 

2018 FDA Stroke triyajında AI destekli klinik karar destek sistemini onayladı.

2020 Yapay Sinir Ağı ile EKG değerlendirilmesi
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intraoperatif elde edilen görüntüleri kullanarak, görüntü işleme 
teknikleriyle yönlendirme, açı ayarlama ve navigasyon amaç-
larıyla kullanılmaktadır (17,22,61,62). Diğer potansiyel faydalar 
arasında eloquent alana girildiği veya önemli vasküler yapılara 
yaklaşıldığı zaman yapay zekâ cerraha uyarıda bulunabilir 
(52). Hali hazırda kullanılan Mazor Robotics firması tarafından 
üretilmiş Mazor X isimli cihaz sayesinde pedikül vidası gön-
derilirken giriş yeri ve açısı hesaplanabilmektedir (40). Diğer 
bir örnek radyocerrahi için kullanımda olan CyberKnife’dır. 
Dokuya temas etmeden görüntü yardımıyla cerrahi planlanan 
alanın belirlenmesi mümkündür (1). Hipofiz makroadenomu, 
kraniyofarenjiyom ve Rathke yarık kisti tanıları olan hastaların 
MR görüntülemeleri Yapay Sinir Ağı modeliyle incelendiğinde 
ayırıcı tanıda duyarlılık nöroradyologlar ve genel radyologlar 
arasında bir yerde bulunmuştur (47). 

Girişimsel Işlemler

Nöroşirürjikal girişimlerde hataların sebebi %23.7 ile %27.8 
arasında cerrahi teknikten kaynaklanmaktadır (69). Otomatik 
konumlanan mikroskoplar ve endoskopların kullanılması 
insan faktörüne bağlı teknik hataların minimize edilmesinde 
ve yapılan işin daha hızlı ve hatasız yapılmasında yardımcı 
olur (6,79,90). Cerrahi robotların sahip olduğu haptik, vizüel 
ve kinematik sensörler sayesinde insan el becerisinin ötesine 
geçmesi ve cerrahın yönlendirmesiyle daha az hatayla 
prosedürü gerçekleştirmesi mümkündür (50,74). 

Nöroşirürjide Otomasyonun Güncel Yeri ve Geleceği

Günümüzde görüntülemelerin değerlendirilmesi ve analizi 
daha çok insan bağımlıdır. Ancak otomasyon dizi seçiminden 
görüntü yorumlamaya ve belirli koşulların hızlı tespitine kadar 
görüntüleme süreci üzerinde önemli bir etki potansiyeline 
sahiptir (7,20,82,92,98). Bugüne kadar tümör sınıflaması, 
gliom özelliklerinin belirlenmesi, iskemi ve anevrizmanın 
tanınması yapay zekâ destekli uygulamalar tarafından başa-
rılı bir şekilde uygulanmıştır. Bazı uygulamalarda yapay zekâ 
uzman hekim sonuçlarını yakalamış hatta daha kesin sonuçlar 
alınmıştır (4,10,14,18,20,45,47,81). Makine öğrenmesinin en 
büyük avantajı insan tarafından değerlendirilmesi mümkün 
olmayan derecede büyük verilerle çalışabilmesi ve daha 
niceliksel özellikleri kolaylıkla belirtebilmesidir (2,70,92,97,98). 
Otomasyonda faydalanabileceğimiz diğer alanlar histopatoloji, 
elektrofizyoloji, gen analizi ve kayıtlı kişisel verilerin işlenmesi-
dir (10,24,81). Yakın gelecekte cerrahi operasyonlar da kısmen 
veya tamamen otomatize hâle gelebilir. Cerrahi robotların geniş 
açı kabiliyeti, yorulmaması, titreme olmadan ve ölçeklenebilir 
hassas hareketlerle çalışması avantajlar arasında sayılabilir 
(50). Ayrıca görsel, haptik, hareket algılama ve kinematik sen-
sörler sayesinde insan algısının ötesine geçebilir, kısmen veya 
tamamen otomatize cerrahiler yapılmasına olanak sağlayabilir. 

Otomasyonun Olası Riskleri

Otomasyon ile radyoloji tanı, prognoz ve tedaviye karar 
verme konusunda hatalar olabilir (83). Bu konuda gerçek bir 
örnek olarak (International Business Machine Corp.) IBM’in 
ürettiği ve dünya genelinde kullanılan Watson kanser yapay 
zekâ algoritması örnek verilebilir (41,42). Sınırlı sentetik 
veriyle eğitilmiş olan uygulama kanama bozukluğu olan 
hastaya yan etki olarak kanama riskini artıran bir ilaç olan 

lamalarının karar vermemizde yardımcı olması mümkündür 
(14,16,18,19,20,45,60). Nöroonkolojide ve travma hastaların-
da sağ kalımı öngörme konusunda yapay zekâ algoritmaları 
kullanılmış ve hekimlerin kararlarına yakın sonuçlar elde edil-
miştir (12,21,64,71,98). Yine, erken retrospektif çalışmalar, kli-
nisyenlere kıyasla belirli prognostik görevlerde algoritmaların 
üstünlüğünü göstermektedir (20,21,71). Yapay Sinir Ağları 
diğer 4 ML algoritmasıyla karşılaştırılmış ve genç hastalarda, 
hidrosefali etiyolojisini saptamada, uzun süreli hastane yatışı 
olanlarda ve endoskopi destekli şant operasyonunda şant 
başarısızlığını saptama konusunda istatistiksel olarak anlamlı 
değişkenler saptanmıştır (28). Doğum ağırlığı, ilk şant operas-
yonu yaşı, şant revizyon ameliyatlarının sayısı, erken doğum 
öyküsü, meningomiyelosel, ventrikül içi kanama ve çakışan 
enfeksiyonların olduğu retrospektif bir çalışmada Yapay Sinir 
Ağları kullanılmıştır ve şant revizyon öyküsü şant enfeksiyonu-
nu öngörmede en önemli faktör olarak bulunmuştur (27). ETV 
başarısını tahmin etmek için bir grup çocukta etiyoloji, yaş, 
cinsiyet, hidrosefali tipi ve vücut ağırlığı ile bir Yapay Sinir Ağı 
modeli geliştirildi ve %93.7-97.6 doğruluk oranıyla ETV başarı 
oranını saptamıştır (3). Chiari malformasyonu tanılı hastaların 
MR görüntülemelerini yapay zekâ ile değerlendirilmesi sonu-
cunda morfometrik özelliklerini %87 doğruluk oranıyla sap-
tamıştır (86). 200 olguluk intrakranial hemorajili serinin yapay 
zekâ ile değerlendirilmesi sonucunda intrakranial hemorajili 
vakalarda %95 oranında doğru şekilde triyaj yapılırken, ICH 
olmayan vakaların %88,2’si doğru şekilde negatif olarak 
sınıflandırılmıştır (68). İntrakranial hemorajili hastalarla yapılan 
çalışmada Derin Öğrenme tabanlı yapay zekâ tanı sistemi 
Computed tomography planimetri (CTP) yöntemine kıyasla 
daha yüksek doğruluk ve verimlilikle akut spontan intrakra-
nial hemoraji hacimlerini doğru şekilde ölçmüştür (89). Spinal 
hastalıklarda; pediatrik bel ağrısı, normal ve anormal servikal 
vertebra, skolyoz deformitesi, posterior lomber omurga füz-
yonunu takiben komplikasyonların gelişimi ve risk faktörlerinin 
tanımlanması için Yapay sinir ağları başarıyla test edilmiştir 
(5,29,43,54,56,72,78). 

REMBRANDT Kanser görüntü arşivinden alınan 130 adet 
histopatolojik beyin tümörü tanısı olan hastanın MR görüntü-
lemeleri Convolutional Neural Network (Evrişimsel Sinir Ağı) 
CNN (AlexNet), Karar Ağacı, Lineer Ayrımcılık, Naive Bayes, 
Destek Vektör Makinesi, KNearest Neighbour ve Ensemble 
olmak üzere yedi derin ve ML tekniği modeli üzerinde eğitil-
miş ve test edilmiştir. Deep Learning modeli CNN (AlexNet), 
tüm çok sınıflı veri kümeleri için diğer tüm makine öğrenimi 
sınıflandırıcılarından daha iyi performans gösterdi. İki sınıflı 
veriler (normale karşı tümörlü) için tüm çapraz doğrulama 
protokolleriyle en yüksek sınıflandırma doğruluğu (%100) elde 
edildi (80). Yapılan bir çalışmanın sonucunda derin öğren-
me algoritmalarıyla kranial BT taramalarında kritik bulguları 
yüksek isabet oranıyla saptanabilmektedir. Bu algoritmalarla 
BT taramalarının triyaj sürecini otomatize etmenin mümkün 
olduğu gösterilmiştir. Bu yaklaşım radyologlara yardımcı 
olabilir ancak aşırı güven sonucu yanlış negatif sonuçların 
gözden kaçmasına sebep olabilir (15). Önceden belirlenmiş 
landmarklar kullanılarak kranial ve spinal cerrahide görüntü 
işleme yardımıyla operasyon mikroskobunun yarı otomatik 
konumlandırılması mümkündür (6,44). Ayrıca preoperatif veya 
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katkıda bulunan bir yerde durmalıdır. Nöroşirürjide yapay zekâ 
kullanımı tıbbi hataları önlemek ve insan ve makine arasında 
simbiyotik bir ilişki kurmayı amaçlamalıdır. Başlangıçta 
ne kadar umut verici görünseler de teknolojinin etkinliği, 
doğruluğu ve güvenilirliği sağlanmalıdır. Erken dönemde bazı 
tıbbi otomasyon kaynaklı hatalarla karşılaşabiliriz ancak sistem 
geliştikçe karayolunda ve havacılıkta uygulanan otopilotta 
olana benzer güvenlik önlemleri yarar sağlayabilir (55,87). 
Bu bağlamda otomasyon sistemleri süregelen tıbbi hataları 
düzeltecektir (57).
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bevacizumab önermiştir. Ayrıca program beklenmedik 
değişkenlerle karşılaşıldığı zaman hata verebilir. Örneğin daha 
önce karşılaşmadığı vücutta yabancı bir cisim veya artefakt 
yapan bir nesne görüntüyü tanımlayamamasına neden 
olabilir (94). Doğru algoritmayı oluşturmak için çok sayıda 
verinin değerlendirilmesi gerektiğinden bu büyüklükte veriye 
ulaşıp değerlendirmek kişisel verilerin kullanılması açısından 
da handikap oluşturmaktadır (75). Bu durumda klinisyenin 
bilgi birikimi, becerileri ve muhakeme yeteneği tanı ve tedavi 
kararı vermede yapay zekânın önüne geçmektedir. Cerrahide 
hataların %18 ile %37’si eksik ekipman veya ekipman arızasına 
bağlıdır (69). Girişimsel robotik cihazlar şu anda gelişmekte 
olsa da daha önce belirttiğimiz gibi bazı yarı ve tam otonom 
cihazlar kullanımdadır. Otomatik mikroskoplar, endoskoplar, 
veya robotlar gelecekte insanların iş yükünü azaltacak ve 
insan gücüne ihtiyacı azaltacaktır (6,44,63,79,90). 

Cerrahi Becerinin Etkilenmesi

Otomasyonun klinik tanı ve tedavi planlanmasında yaygın 
kullanılması, hekimin sadece gözetmen olarak rol alması buna 
bağımlılığı artırabilir ve bu teknolojilerden yoksun kalındığında 
hekim işini yapmakta zorlanabilir. 2015’te yapılan bir çalışmada 
otomasyona aşırı güvenen radyologların bu destek olmadan 
görüntüleri yorumlarken yüksek oranda yanlış negatif yorum 
yaptıkları saptanmıştır (51). Alt uzmanlaşma, ileri teşhis ve 
defansif tıp uygulamaları hekimlerin temel becerilerinin gerile-
mesine ve sezgilerini daha az geliştirilmesine neden olmuştur 
(23,88). Tıbbi otomasyon artan kullanımı bu gerilemeyi daha 
artırabilir (9). Özellikle Nöroşirürji ile ilgili olarak temel manuel 
becerilerin vurgulanması ve otomatize sistemlerin daha az 
kullanılması vasıfsızlaşmayı azaltabilir. Ancak pratikte zaman 
kısıtlaması, piyasa güçleri, artan iş yükü ve sorumluluk sorun-
ları gibi faktörler nedeniyle bunu sürdürmek zor olabilir.

Verilere Erişim

Bir hekimin becerisi daha önce karşılaştığı durumlar sonucu 
edindiği bilgi birikime bağlıdır. Yapay zekânın insan becerisine 
yaklaşması için çok çeşitli verilerle eğitilmesi gerekir. Büyük 
verilerle eğitim için kurumlar arası veri paylaşımını gerektirdi-
ğinden etik ve kişisel veri ihlali açısından sorun oluşturmakta-
dır (75). Bunu aşmak için tek kurum veya bölgenin verileriyle 
çalışılması da eğitildiği vakaların demografik özellikleri nede-
niyle daha geniş hasta populasyonuna uygulanmasını sınırla-
yacaktır (64).

█   SONUÇ
Akıllı bilgisayar sistemleri veri analitiği, büyük veri, tanısal 
görüntü yorumlanması, karar desteği, hata önleme ve robotik 
alanlarda gelecek vaad etmektedir. Akıllı cihazlar da diğer tıbbi 
cihazlarda gibi güvenlik, geçerlilik ve güvenilirlik standartlarına 
tabidir. Yapay zekâ ve uygulamaları konusunda, şeffaflık, 
güvenlik ve kişisel verilerin korunması temel etik endişeler 
mevcuttur. Bu endişeler giderildikten sonra daha yaygın bir 
kullanım alanı bulacaktır. Yapay zekâ ve makine öğrenmesinin 
klinikte kullanımının amacı klinisyenin zihinsel ve fiziksel 
anlamda becerilerini geliştiren ve tamamlayan bir konumda 
olmalıdır. Klinisyen tarafından yapılan işleri otomatize etmek ve 
yerini almak yerine klinisyene destek olan, temel becerilerine 
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